
 

基于多模态特征融合的车辆网络波束赋形方法

聂佳莉      崔原豪*      张  迪      张荣辉      穆俊生      景晓军
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摘要：波束赋形技术通过向特定方向发射信号，提高了接收信号的功率。然而，在高速动态的车辆网络场景下，

频繁的信道状态更新与波束调整导致系统开销过大；波束与用户位置难以实时对齐，易出现错位现象，影响通信

稳定性；复杂路况中的遮挡和信道衰落进一步限制了波束赋形的效果。为了解决上述问题，该文提出了一种基于

卷积神经网络和注意力机制模型的多模态特征融合波束赋形方法，以实现感知辅助的高可靠通信。模型首先对传

感器采集的雷达、激光雷达数据分别定制数据转换和标准化策略，解决数据异构问题。然后使用三维卷积残差块

提取多层次高阶多模态特征后，利用注意力机制模型融合特征并预测最佳波束，实现通信性能的优化。实验结果

表明，该文所提方法在高速场景下可达到接近90%的平均Top-3波束预测精度，相比单模态方案性能显著提升，

验证了其在提升通信性能和可靠性方面的优越性。

关键词：感知辅助通信；多模态特征融合；雷达信号处理；波束赋形；注意力机制

中图分类号：TN957.52 文献标识码：A 文章编号：2095-283X(2025)04-0994-11

DOI: 10.12000/JR24242 CSTR: 32380.14.JR24242

引用格式：聂佳莉, 崔原豪, 张迪, 等. 基于多模态特征融合的车辆网络波束赋形方法[J]. 雷达学报(中英文), 2025,

14(4): 994–1004. doi: 10.12000/JR24242.

Reference format: NIE Jiali, CUI Yuanhao, ZHANG Di, et al. Vehicle network beamforming method based on

multimodal feature fusion[J]. Journal of Radars, 2025, 14(4): 994–1004. doi: 10.12000/JR24242.

Vehicle Network Beamforming Method Based on Multimodal
Feature Fusion

NIE Jiali      CUI Yuanhao*      ZHANG Di      ZHANG Ronghui     
MU Junsheng      JING Xiaojun

(Beijing University of Posts and Telecommunications, Beijing 100876, China)

Abstract: Beamforming enhances the received signal power by transmitting signals in specific directions.

However, in high-speed and dynamic vehicular network scenarios, frequent channel state updates and beam

adjustments impose substantial system overhead. Furthermore, real-time alignment between the beam and user

location becomes challenging, leading to potential misalignment that undermines communication stability.

Obstructions and channel fading in complex road environments further constrain the effectiveness of

beamforming. To address these challenges, this study proposes a multimodal feature fusion beamforming

method based on a convolutional neural network and an attention mechanism model to achieve sensor-assisted

high-reliability communication. Data heterogeneity is solved by customizing data conversion and

standardization strategies for radar and lidar data collected by sensors. Three-dimensional convolutional

residual blocks are employed to extract multimodal features, while the cross-attention mechanism integrates
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integrate these features for beamforming. Experimental results show that the proposed method achieves an

average Top-3 accuracy of nearly 90% in high-speed environments, which is substantially improved compared

with the single-modal beamforming scheme.

Key words: Sensor-assisted communication; Multimodal feature fusion; Radar signal processing; Beamforming;

Attention mechanism

 

1    引言

目前，第5代移动通信(5G)已经在各个行业广

泛实施和商业部署[1]。业界对于5G-A和第6代移动

通信(6G)[2]发展方向展开了积极的探索。通信网络

将向更高频段和多天线技术发展[3]。相较于低频段

的传统通信系统，毫米波和太赫兹在传播时会经历

严重的损耗，从而导致通信可靠性的下降[4]。为有

效解决这类问题，波束赋形已经成为了高频段通信

中必不可少的技术[5]。

典型的波束训练过程包括发射机通过导频信号

对多个方向进行波束扫描，接收机从接收到的导频

信号中提取信道状态信息(如到达角、路径损耗

等)并反馈给发射机，随后发射机根据反馈信息调

整波束实现优化传输。传统波束训练方法主要分为

穷举搜索、分层搜索和基于压缩感知的方法 [6−8]。

其中，穷举搜索在预定义码本上执行穷举搜索，其

高计算复杂度和训练开销限制了实际应用；分层搜

索通过逐步缩小扫描范围以减少训练开销，但其精

度容易受到初始搜索条件的影响；基于压缩感知的

波束训练方法则通过利用信道稀疏性显著降低了训

练复杂度，但需要额外的信道建模与先验假设支

持。在高动态场景下，这些传统方法普遍存在难以

兼顾低延迟、低复杂度和高精度的问题。

为了应对这些挑战，感知辅助的波束赋形方案

应运而生[9]。通信系统收发机间的视距链路对用户

空间信息具有很强的依赖性[10]，可以利用从环境中

收集的多模态先验信息提高通信性能[11]。因此，研

究人员开始尝试利用感知数据辅助波束赋形。文

献[12]提出了一种针对多输入多输出(Multiple In-
put Multiple Output, MIMO) 通信感知一体化(In-
tegrated Sensing And Communications, ISAC)系
统中联合目标传感和多用户非视距通信优化的波束

赋形设计。文献[13]开发了一种扩展的卡尔曼滤波

方案来跟踪和预测车辆的状态演变，从而提高了波

束对准性能。但该方案需要额外获取其他动力学参

数，会带来较高的信令开销。文献[14]采用目标检

测锁定图像中的用户位置，结合位置信息进行波束

赋形，从而能够更好地利用无线传感进行定位并实

现可靠的波束对准。虽然感知信息可以以较低的通

信开销辅助波束管理，但同时也带来了相对较长的

处理延迟。此外，传统的感知辅助波束赋形方案在

恶劣天气条件下会出现信号退化。环境对信号的衰

减、散射或吸收都会导致波束赋形的精度降低[15]。

感知辅助波束赋形可以提高动态信道下的信噪

比，而动态信道通常是由通信用户的可预测运动引

起的。若只依靠通信回波信号的角度或距离估计，

易受多径效应影响[16]，进而降低波束赋形的精度和

可靠性。相比之下，传感器采集的多模态数据可以

增强数据多样性，避免对频谱资源的额外需求。同

时，全面的感知信息综合有助于提高复杂环境下波

束赋形的可靠性。例如，文献[17]利用深度学习提

取来自三维场景激光雷达数据的环境信息，根据此

完成毫米波系统的波束赋形。文献[18]提出了一种

基于目标检测的毫米波通信波束赋形方案，根据摄

像机捕获的视觉图像直接预测最优波束。此外，文

献[19]利用特定环境下的历史波束管理数据，提出

了一种基于深度学习的波束训练方法，以减少训练

开销。文献[20,21]分别提出了针对多模态数据进行

波束预测的方案，这些方案通过神经网络提取单模

态特征，并采用简单的特征向量聚合方法实现不同

模态特征的融合。现有的基于感知数据的波束赋形

方案存在模态单一[22]、特征融合不充分[23]等问题，

多模态感知数据的特征融合在波束赋形中的应用仍

有待探索。

为了解决上述问题，本文提出了一种基于深度

学习的多模态特征融合波束赋形方法，以应对高动

态通信和复杂路况带来的挑战。首先，针对不同模

态感知数据的异构问题，定制了数据转换和标准化

策略，以确保每种模式能够有效的贡献数据。其

次，为了解决波束赋形中的适应性和泛化问题，该

方案采用三维卷积残差块提取多层次高阶多模态特

征。然后采用注意力机制模型分别在不同特征层次

进行多模态特征融合。最后使用多层全连接得到波

束赋形结果。本文通过真实场景采集的多模态数据

集，验证了所提方法的有效性和可靠性，且与基线

方法相比，本文所提方法表现出更好的性能。 

2    系统模型

如图1所示，一个毫米波基站配备了三维激光

雷达和77 GHz调频连续波雷达，该基站试图与路
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过的车辆通信。在这种情况下，基站可以使用上述

传感器获得的感知信息来辅助波束赋形。车辆配备

了单个天线以接收基站发送的信号。 

2.1  通信模型

G = {gd}Dd=1

gd ∈ CM×1

h ∈ CM×1

系统采用具有N个子载波的正交频分复用波形

传输信息。假设基站天线数为M，基站可以基于波

束 赋 形 码 本 来 构 建 波 束 ， 其 中

，D是码本向量的个数。下行链路中基

站和车辆之间的信道被认为是窄带信道，表示为

。车辆接收的信号可以表示为

y = hHgdx+ s (1)

NC(0, σ
2)

d̂

其中，gd波束赋形向量，发射信号x的平均功率为

E(|x | 2)=P，s是信号噪声，其服从复高斯分布

。当信道状态信息h和码本G确定后，波

束赋形的目标是选择最佳波束索引 使得接收信号

功率最大。该问题可以表示为

d̂ = argmax
d∈{1,2,...,D}

∣∣hHgd
∣∣2 (2)

d ∈ {1, 2, ..., D}
波 束 赋 形 器 的 设 计 思 路 是 从 波 束 码 本

中预测出最优波束的索引，以获得

最大化的波束赋形增益。由于毫米波通信系统的波

束较窄，可用空间信道数量巨大。在高动态环境

下，频繁的信道估计和波束赋形会导致计算开销显

著增加，这使得系统难以满足高可靠性和低时延的

业务需求[24]。为降低波束训练和波束追踪带来的信

令开销和延迟，可以借助传感数据减少信道估计的

频率，并结合机器学习方法，主动预测下一时隙的

波束指向，从而精准地与目标车辆进行通信，提升

系统的通信效率和响应速度。 

2.2  问题定义

基站波束赋形器的初始信道信息可以从毫米波

雷达和激光雷达数据中获得。我们使用采集连续

5帧感知数据预测下一时刻波束指向，感知数据集

B被表示为

B = {Rτ−5, ...,Rτ−1,Lτ−5, ...,Lτ−1} (3)

Rτ−i Lτ−i τ − i其中， 和 分别表示在第 时刻采集的

雷达和激光雷达特征数据。本文利用上述多模态数

据预测未来的波束指向，从而最大化接收功率。上

述问题可以被表示为

max
Θ

Pτ (Θ) =
∣∣∣hHgd̂τ

∣∣∣2
s.t. d̂(τ) = ΦΘ(B(τ)) (4)

ΦΘ(·)
Θ

其中， 表示待开发的多模态特征融合模型映

射函数， 为模型参数集合。

Θ ΦΘ本文尝试设计一个参数为 的映射函数 实

现感知数据到最佳波束索引的映射。我们采用深度

学习来优化从传感数据到最佳通信波束形成向量的

映射。具体来说，深度学习模型根据给定感知数据

集B，返回波束成形码本中提供最大增益的波束的

索引。在更一般的意义上，可以使模型返回前K个

最可能的波束索引的有序集合。待设计的映射函数

可以表示为：

ΦΘ : {B(τ)} →
{
d̂(τ)

}
(5)

Bτ τ d̂(τ)

τ

ΦΘ

其中， 表示帧 期间的感知数据， 表示帧

处的最佳波束映射。本文通过深度学习方法设计

映射函数 ，将感知数据映射到最优波束索引。

为达到此目标，定义如下优化问题：

ΦΘ = arg max
ΦΘ

1

L

L∑
τ=1

I
{
ΦΘ(B(τ)) = d̂(τ)

}
(6)

 

激光雷达传感器

雷达传感器

安装雷达和激光雷达的毫米波基站

目标车辆

感知数据序列

神经网络模型

t -5 t-1

…

实
时
波
束
预
测

 
图 1 感知辅助通信场景示意图

Fig. 1 Schematic diagram of sensor-assisted communication scenario
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Θ

ΦΘ

其中，L为总样本数，I为指示函数，当{·}成立

时，I=1，否则I=0。通过不断更新参数集 ，可

以确定最佳的映射函数 进行波束赋形。 

3    感知数据预处理

τ − 5 τ − 1

本文使用的数据集[25]包含来自4个场景的多模

态数据。表1给出了这些场景中样本分布的信息。

其中，场景1和场景2的数据是白天收集的，场景3
和场景4的数据是在夜间收集的。利用部署在基站

上的雷达和激光雷达传感器采集目标车辆的传感数

据，并将每 到 时间段内的连续5帧被存储

为一个样本集。

基站处采用64波束码本接收机，并将接收功率

最强的波束索引作为波束训练的真实标签。波束设

计如图2所示，每个波束采用等间距分布在0°到180°
之间的211个测量值来衡量。为提高波束赋形精

度，对异构的感知数据进行了以下预处理。 

3.1  雷达数据

与其他感知信息相比，雷达对运动物体更敏

感。在本文的方法中，采集的雷达立方体数据格式

如图3所示。原始雷达数据的维度为4×256×250，
包含3个维度：天线维度、啁啾维度和采样维度，

分别提供目标的角度、速度和距离信息。为了从数

据中提取关键特征，本文采用“距离-角度”和

“距离-速度”两种预处理映射方法[26]。通过该预

处理方法，我们可以将空间和运动信息有效地表

示，并为神经网络模型提供输入特征。雷达处理过

程步骤如下：

“距离-角度”处理方法旨在提取目标的相对

距离和角度特征，不同场景的“距离-角度”示意

图如图4所示。首先，对数据的距离维度进行快速

傅里叶变换(Fast Fourier Transform, FFT)，提取

距离信息。随后在速度维度上去均值，消除环境噪

声和背景干扰，从而获得更清晰的目标特征。之后

在天线维度上进行快速傅里叶变换，从而获得目标

角度特征。在速度维度上求和，生成最终的距离-
角度矩阵。

“距离-速度”处理方法旨在提取目标的径向

速度特征。首先对距离维度进行快速傅里叶变换以

提取频域中的距离特征，然后在速度维度上进行快

速傅里叶变换，以获得目标的速度特征。最后，计

算数据幅值并在天线维度上求和，构建最终的“距

离-速度”矩阵，如图5所示，其反映了物体的距离

和速度关系。

通过以上两种方法得到的“距离 -角度”和

“距离-速度”矩阵分别包含了目标在空间中的方

位和运动信息。如图6所示，鉴于激光雷达不提供

明确的速度信息，我们将雷达的距离-角度图与距

离-速度图堆叠起来输入网络，以保留移动汽车的

速度信息。相比原始数据，这种预处理方式在降低

数据维度复杂性的同时保留了目标车辆相关的重要

信息。 

3.2  激光雷达数据

激光雷达数据被表示为点云，每个点代表一个

扫描的离散空间点。与视觉数据相比，激光雷达数

据提供了更直观的空间位置信息和深度细节。此

外，激光雷达传感器通常具备高密度空间采样功

能，从而能够捕获更为详尽的环境信息。

P ∈ CA×3

F ∈ CA×1

激光雷达数据包括空间位置信息矩阵

和特征向量 。A是每个时间帧内三维点

的个数。本文使用鸟瞰图将原始点云数据转换为

类似图像的表示，该方法保持了点云的基本结构

 

表 1  数据集描述

Tab. 1  Dataset description

场景 采样数 采集时间

场景1 3506 白天

场景2 3235 白天

场景3 3981 夜间

场景4 4431 夜间
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图 2 64波束码本可视化

Fig. 2 Visualization of the 64-beam codebook
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图 3 雷达立方体

Fig. 3 Radar cube
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图 4 雷达信号距离-角度特征

Fig. 4 Radar signal range-angle information
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图 5 雷达信号距离-速度特征

Fig. 5 Radar signal range-velocity information
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和深度信息，同时具有较低的计算复杂度。具体

来说，投影到横纵坐标分别为(−X, X)米和(−Y,
Y)米的平面上并离散成二维网格，遍历每个网格单

元，确定单元内的最大高度和最大强度值，这些值

作为该网格单元的高度和强度编码。计算每个网格

内的点的数量来得到点密度。然后将三维点云的高

度、强度和密度分别映射到彩色图像的红、绿、蓝

通道，形成鸟瞰图[27]。

本文采用点云滤波对激光雷达数据进行处理，

从而确保注意力集中在基站和车辆之间的视距路径

上。我们首先通过对场景中所有帧的点云数据进行

移动平均，生成一个背景模型，用于表示静态物体

(如地面、建筑物、树木等)的空间分布。然后，将

每个点云帧与该背景模型进行比较，从每帧点云数

据中减去背景信息，仅保留车辆周围的动态目标区

域。滤除静态对象前后的数据点如图7所示。滤波

后的数据更加聚焦于动态对象，有效去除了静态结

构和物体。这一过程确保了后续波束赋形算法能够

专注于与波束方向调整相关的动态分量。

雷达和激光雷达数据在预处理阶段分别经过去

噪、数据对齐等步骤，以消除不同模态间的噪声和

时间偏移。随后，通过归一化处理，将数据映射到

一个标准化的矩阵表示中，其维度为C×5×256×
256。其中C表示通道数，雷达和激光雷达数据的

通道数分别为1和2，5对应于连续5个时间帧，

256×256是数据大小。上述预处理步骤有效地解决

了多模态数据融合中可能出现的异构性问题。 

4    多模态特征融合波束赋形
 

4.1  模型结构

本文构建了一个多模态特征融合架构，如图8
所示。模型首先将雷达和激光雷达数据按时间帧排

列，得到2个数据立方体。然后，将时间帧维度作

为深度维度，使用三维卷积残差块[28]提取雷达和激

光雷达点云数据的特征。在每两次特征提取后使用

注意力机制模型[29]融合不同模态的特征。最后，数

据经过三层全连接后获得64波束索引。特征提取和

多模态融合的具体细节将在后文详细介绍。 

4.2  特征提取

激光雷达和雷达数据经过第3节的预处理后进

行统一编码。数据经过7×7的卷积后再进行3×3最
大池化层压缩特征。最终预处理输出的两个模态编

码特征的大小为64×5×64×64。
用于特征提取的三维卷积残差块结构如图9

所示。该残差块利用卷积神经网络对输入数据进行

多层次特征提取。具体而言，预处理好的数据通过

第1个3×3×3卷积层，卷积结果经过批量标准化层

后，再经ReLu激活函数处理。经过激活函数的结

果通过第2个3×3×3卷积层后再次经过批标准化

层。批量标准化和激活函数的使用引入非线性，提

升了训练效率和模型稳定性。将上述结果与原始输

入数据进行元素级加法运算(残差连接)，然后再经

过一层激活层。残差连接有效缓解了深层网络中的

梯度消失问题，确保了信息在网络中的高效传递。

两次上述过程构成一个三维卷积残差块。模型多次

使用三维卷积残差块构建深层神经网络，从而实现

对异构感知数据的多模态特征提取。 

4.3  多模态特征融合

不同模态的数据对于波束赋形具有不同的重要

性和相互依赖性，我们采用注意力机制模块完成特

征融合。其中，输入特征通过3个线性变换矩阵映

射到查询、键和值向量，分别表示为Q, K和V。

Q = XWQ, K = XWK , V = XW V (7)

其中，X为输入特征，WQ, WK和WV为可学习的

权重矩阵。在本文模型中，Q, K和V分别涉及不

同模态的信息，从而体现特征的交叉关系。计算

Q和K之间的点积后应用缩放机制得到注意力权

重，其计算公式为

 

原始
雷达数据 距离FFT

第2维FFT

角度FFT (第1维FFT)

速度FFT (第3维FFT)

 
图 6 雷达距离-角度和距离-速度矩阵拼接示意图

Fig. 6 Diagram of radar range-angle and range-Doppler matrix splicing
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Attention(Q,K,V ) = softmax

(
QKT

√
dk

)
V (8) (QKT)/

√
dk其中， 表示查询和键的点积结果除以
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图 7 点云滤波可视化

Fig. 7 Visualization of point cloud filtering
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图 8 多模态融合模型架构

Fig. 8 Multimodal fusion model architecture
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键的维度的平方根，这样可以防止点积值过大。Softmax

函数将点积结果转换为概率分布，得到每个值向量

的加权权重。然后，根据权重对V进行加权求和得

到特征表示。上述结果拼接后进行线性变换，得到

多头注意力的输出。最后利用前馈网络对多头注意

力的输出进行非线性变换得到输出特征。

图10展示了注意力机制模型在任务中的具体应

用细节。两个模态的特征分别作为查询(Q)、键

(K)和值(V)输入到基于交叉注意力机制的特征融

合模块中，输出和输入大小相同的4个特征图。这

一融合机制在多模态特征提取器中被多次应用

(图8)。鉴于注意力机制的开销较大[30]，本方案使

用自适应池化将特征图下采样到较低分辨率后输入

给注意力机制模块，然后利用双线性插值完成分辨

率增强，从而有效降低了计算开销。

将经过最后一次特征融合的4个模态数据进行

拼接，形成一个维度为17×512的矩阵。随后，在

第一维度对该矩阵进行求和操作，得到一个维度为

1×1024的向量。这个向量被传递到输出维度分别

是256, 128和64的全连接层。这3个层通过映射和非

线性变换，生成波束赋形的结果。 

5    实验设置与性能评价
 

5.1  实验设置

实验中使用的FMCW雷达配备了1个发射天线

和4个接收天线，采用全数字接收方式。雷达的

频率为77 GHz，带宽为4 GHz，最大探测距离为

100 m。雷达输出为三维复数I/Q测量数据，尺寸

为4(接收天线数量)×256(每啁啾采样数)×250(每帧

啁啾数)。此外，激光雷达的测量范围为100 m，最

大电机旋转频率为20 Hz，输出为360°的点云采样

数据。

本文进行实验评估所提的模型和方法。训练集

和验证集数据被随机分成80%用于训练，20%用于

验证。模型批量大小设置为8，学习速率设定为从

10–4开始，在训练过程中使用余弦衰减调整学习

率。模型采用预测波束索引与全局真实波束索引之

间交叉熵作为损失函数。模型采用的主要评估指标

是前1(Top-1)和前3(Top-3)准确度。前k(Top-k)准
确度被定义为其中最佳真实波束索引在前k个预测

波束索引内的样本的百分比。 

5.2  性能评价

三维卷积残差块的使用次数对模型的收敛性能

的影响如图11所示。可看出，模型在前5轮快速收

敛，第10轮后趋于稳定。使用2个卷积残差块时，

训练和验证损失值较高，且训练过程中波动较大，

表现出一定的过拟合现象。而使用4个卷积残差块

时，训练和验证损失显著降低，且损失曲线更为平

滑，表明模型具有更好的稳定性和泛化能力。本文

最终采用4个卷积残差块进行特征提取。

在图12中，以两个波束为例展示了目标波束和

预测波束的归一化功率分布。图中实线和虚线分别

表示波束7和波束56的真实值和预测值。可以看

到，在各个波束索引上，预测的功率值与真实功率

值基本趋于一致。这表明模型在整体功率分布预测

上具有较高的准确性。模型预测的最大归一化功率

对应的波束索引与真实值的波束索引一致，这进一

步说明模型在波束选择上做出了正确的判断。

图13展示了所提多模态特征融合方案与文献[20]
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图 9 用于特征提取的三维卷积残差块

Fig. 9 3D convolution residuals block for feature extraction
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图 10 基于注意力机制的特征融合模块

Fig. 10 Feature fusion module based on attention mechanism
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方案的性能对比。从图中可以看出，随着迭代轮数

的增加，所提方案平均波束赋形精度逐渐提升。在

模型精度趋于稳定时，所有场景的平均Top-1精度

达到60%以上，平均Top-3精度达到90%左右。与

文献[20]的方案相比，本文模型的收敛速度稍有逊

色，在训练初期性能提升较慢。在迭代10轮后，所

提模型的精度超过了对比模型，验证了所提方案在

多模态特征融合的应用中具有更高的性能，能够有

效提升波束赋形精度。

模型在不同场景下的Top-3精度变化的情况如

图14所示。从图中可以看出，场景2显示出最高的

波束赋形精度，这可能由于场景2采集于光线较好

的白天，数据中提供了更多有益的信息。同时，随

着模型训练，各个场景的波束赋形精度最终都稳定

在90%左右。表明模型能够有效地学习并适应不同

场景下的波束特性，具有较强的场景泛化性。

图15为分别使用雷达、激光雷达以及多模态融

合的波束赋形结果。从图中可以明显看出，多模态

融合的Top-1, Top-2和Top-3波束赋形精度分别达

到了62.8%, 81.1%和89.6%，远高于单一模态下的

对应精度。雷达和激光雷达3种单模态的Top-1精度

分别为44.6%和42.1%，而多模态融合后的Top-1精
度提高了约20%。模型性能的提升表明多模态融合
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图 11 不同特征提取次数对应的损失曲线

Fig. 11 Loss curves corresponding to different feature

extraction times
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图 12 波束赋形结果

Fig. 12 Beam prediction results
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图 13 不同多模态特征融合波束赋形方案性能对比

Fig. 13 Performance comparison of different multimodal feature

fusion beamforming schemes
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图 14 不同场景的波束赋形精度

Fig. 14 Beamforming accuracy for different scenarios
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Fig. 15 Beamforming accuracy for different modals
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能够更全面地捕捉环境信息，从而增强波束赋形的

准确性。多模态融合方案不仅能补充单一模态的不

足，还能综合多种模态的优点，极大地提升了波束

赋形性能。这些结果验证了多模态融合在波束赋形

任务中的必要性和有效性。 

6    结语

本文提出了一种基于多模态特征融合通信辅助

感知进行车辆网络波束赋形的解决方案。通过有效

的数据预处理技术过滤掉干扰信息后，使用三维卷

积残差块提取多模态的数据特征、采用注意力机制

模型融合不同模态的特征。提出的方法利用传感器

收集的道路环境信息，在多个场景下实现了较高的

波束赋形精度。与传统的波束赋形方法相比，多模

态感知辅助波束赋形可以提供更准确的波束赋形。
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