
 

FSUNet：基于结构化状态建模的雷达脉冲流分选方法

周叶剑①③      冯继元①③      魏少鹏*②      魏  嵩②

①(浙江工业大学信息工程学院   杭州   310000)
②(中国石油大学(华东)海洋与空间信息学院   青岛   266000)
③(全省复杂系统智能感知与控制重点实验室   杭州   310000)

摘要：雷达辐射源信号分选旨在从交叠的脉冲流中分离出各辐射源对应的脉冲序列，是雷达信号侦察处理的关键

环节，其结果将直接影响后续体制识别、行为分析与威胁评估等任务的准确性。现有方法通常以脉冲描述字作为

主要特征，并通过不同辐射源脉冲在参数空间中的差异实现归属判别。然而，在复杂电磁环境下，脉冲描述字的

估计可靠性极易受噪声、测量误差和波形混叠等因素影响，导致不同辐射源脉冲的特征区分度下降，从而制约了

分选性能的进一步提升。针对上述问题，该文提出一种基于结构化状态建模的端到端脉冲流分选网络 FSUNet。

该网络直接以观测窗口内的脉冲流作为输入，在统一框架下联合建模脉内局部形态特征与脉间时序依赖关系，实

现从原始信号到分选结果的端到端映射。具体而言，FSUNet 首先利用多尺度自适应偏移机制提取脉冲边界与局

部瞬态特征；随后通过结构化状态空间模块对跨脉冲的上下文依赖进行递推建模，以增强长程时序表征能力和分

选结果的一致性；最后结合跳跃连接与注意力融合机制，自适应整合局部细节与全局状态信息。实验结果表明，

在多种分选场景下，FSUNet 能够在保持计算效率的同时取得较高的分选精度和鲁棒性。
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Abstract: Radar emitter signal deinterleaving separates pulse sequences from individual emitters within

overlapping pulse streams. This is a critical step in radar signal intelligence processing, as its performance

directly affects the accuracy of subsequent tasks such as waveform recognition, behavior analysis, and threat

assessment. Current methods typically use pulse description words as the primary features, assigning pulse

attribution based on parameter differences among emitters. However, in complex electromagnetic environments,

the reliability of pulse description word estimation is highly susceptible to noise, measurement errors, and

waveform overlap. These issues reduce the feature separability of pulses from different emitters, thereby

limiting further improvements in deinterleaving performance. To address these challenges, this study proposes

FSUNet, an end-to-end pulse stream deinterleaving network based on structured state modeling. FSUNet

directly accepts the pulse stream within an observation window as input and jointly models intrapulse local

morphological features and interpulse temporal dependencies within a unified framework. This enables an end-

to-end mapping from raw signals to deinterleaving results. Specifically, FSUNet first utilizes a multiscale

adaptive offset mechanism to extract pulse boundaries and local transient features. It then introduces a

structured state space module to recursively model cross-pulse contextual dependencies, enhancing long-range

temporal representation and improving the consistency of deinterleaving results. Finally, skip connections are

combined with an attention-based fusion mechanism to adaptively integrate local details with global state

information. Experimental results show that FSUNet achieves high deinterleaving accuracy and robustness

across various scenarios while maintaining computational efficiency.

Key words: Radar emitter signal sorting; Pulse sequence modeling; Structured state modeling; Deformable

convolution; Deep learning

 1    引言

雷达辐射源信号分选，又称雷达辐射源信号去

交错，是指从交织脉冲流中恢复各辐射源对应脉冲

序列的过程[1]。作为电子支援及相关系统中的关键

环节，其分选结果将直接影响后续体制识别、行为

分析和态势评估等任务的准确性。然而，在实际侦

察场景中，多部辐射源往往并行工作，使截获的脉

冲流呈现高密度交织特征；同时，噪声干扰、参数

扰动、脉冲缺失以及有源干扰导致的波形结构畸

变，会进一步引入观测误差，模糊不同辐射源脉冲

间的特征差异，从而增加脉冲边界提取、序列重构

与辐射源分选的难度[2]。

传统雷达脉冲分选方法通常采用由粗到精的级

联处理思路，即先依据脉冲参数差异对截获脉冲进

行初步划分，再利用时序规律完成精细分选[3]。在

这一框架下，预分选阶段主要利用脉冲描述字

(Pulse Descriptor Word, PDW)中的属性参数构建

特征空间，以降低后续主分选的搜索空间和计算复

杂度。通常情况下，PDW包含到达方向(Direc-
tion of Arrival, DOA)、载频(Radio Frequency,
RF)、脉宽(Pulse Width, PW)、脉冲幅度(Pulse
Amplitude, PA)以及到达时间(Time of Arrival,
TOA)等参数。其中，DOA, RF, PW和PA等属性

参数通常用于反映不同辐射源在空间指向、频率配

置和脉冲形态等方面的差异，而TOA则主要为后续

时序分析提供时间基准。基于上述参数，K-means[4]、

DBSCAN[5]、模糊C均值(Fuzzy C-means, FCM)[6]

和密度峰值聚类[7]等聚类方法常被用于实现脉冲粗

分组。在预分选获得粗分组结果后，主分选阶段进

一步利用TOA序列中蕴含的脉冲到达规律，对同

一辐射源脉冲进行关联判定与序列重构。具体而

言，该阶段通常通过分析相邻或多阶脉冲到达时间

差，估计脉冲重复间隔(Pulse Repetition Interval,
PRI)及其变化特征，并结合关联匹配[8]、累积差值

直方图(Cumulat ive Dif ference Histogram,
CDIF)[9]、顺序差值直方图(Sequential Difference
Histogram, SDIF)[10]以及PRI变换[11]等方法，对预

分选结果进行细化和校正，从而恢复各辐射源对应

的脉冲序列。然而，上述级联方法依赖可靠的PDW
参数估计和稳定的PRI时序规律。在复杂电磁环境

下，噪声、混叠和波形畸变会削弱参数估计可靠性，

PRI 捷变、抖动和参差等复杂模式则会破坏时序稳

定性。二者共同导致预分选偏差和序列重构困难，

并在级联结构中经误差传递进一步放大，最终引发

误分、漏分或错误合并，限制传统方法的鲁棒性。

随着深度学习在特征表示学习和序列建模中的

发展，相关方法逐渐被引入雷达脉冲分选任务，以

提升复杂观测条件下的特征建模能力和分选鲁棒

性。现有深度学习方法大多延续了传统框架对

PDW的依赖，并在此基础上从参数表征增强和结

构化任务建模两个方向展开探索。在参数表征增强

方面，这类方法围绕PDW参数序列开展特征学
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习，通过样本关系建模、多参数关联增强或时空依

赖建模等手段，提升参数表征的判别能力。例如，

Li等人[12]利用图卷积网络与半监督学习建模PDW

样本间的结构关系，Lang等人[13]采用残差图卷积网

络增强参数关联特征提取能力，Zhou等人[14]基于

Transformer的多重自注意力机制刻画PDW参数序

列中的关联关系，Chen等人[15]则引入多视角注意

力超图神经网络以建模样本间高阶关联结构。在结

构化任务建模方面，相关研究进一步将脉冲分选转

化为序列标注、语义分割或图结构推断问题，通过

学习式模型恢复脉冲的归属关系。例如，Wang等

人[16]将雷达信号去交错建模为语义分割式序列标注

问题，Liu等人[17]面向多功能雷达脉冲组结构构建

层次化深度网络，Nuhoglu等人[18]将脉冲流转换为

二维图像表示并利用图像分割网络实现去交错，

Guo等人[19]则基于复杂网络表示与拉普拉斯图聚类

开展分选建模。总体来看，虽然深度学习方法通过

增强特征表达和时序建模能力，在一定程度上改善

了复杂条件下的脉冲分选性能。但是，现有方法大

多仍以PDW参数序列为主要建模对象，对原始采

样波形中蕴含的脉冲边界、瞬态结构、局部调制形

态等细粒度信息利用不足。同时，雷达脉冲流并非

孤立的脉冲集合，其形成过程不仅与单脉冲参数相

似性和局部时序关系有关，还受到辐射源工作状态、

波形调度策略及其动态演化过程的共同影响[20]。因

此，脉冲分选不应仅被视为基于静态参数特征的脉

冲匹配问题，可进一步建模为受潜在状态演化约束

的多源序列分离问题。

从任务形式上看，雷达脉冲分选可理解为在多

源混合观测条件下，对不同信号成分进行区分并判

定其辐射源归属的过程。这一任务与盲源分离

(Blind Source Separation, BSS)在问题目标上具有

一定相似性。然而，以独立成分分析[21]和非负矩阵

分解[22]为代表的传统BSS方法，通常依赖于固定的

混合模型和特定的统计假设，而这些假设在高密度

交织、脉冲重叠且统计特性时变的雷达脉冲流场景

下难以成立。近年来，随着深度学习在语音分离和

时序建模领域的快速发展，端到端分离框架为复杂

混合信号处理提供了新的技术路径。例如，Luo等
人[23,24] 分别利用时域卷积网络和双路径循环神经网

络进行局部与全局建模，Hao等人[25]引入时频联合

特征以增强分离判别能力，Zhou等人[26]设计了基

于注意力机制的 U 型网络，通过特征提取与重建

实现脉冲分选，Shin等人[27]则提出非对称编解码结

构，通过分离与重构联合建模提升混合信号恢复能

力。上述工作为端到端信号分离提供了有益借鉴，

但其建模假设和网络归纳偏置主要源于连续语音或

通用时序信号分离任务，侧重于波形级局部模式提

取和常规时序依赖建模。与之不同，雷达脉冲流由

稀疏、离散的瞬态脉冲事件组成，其时序结构呈现

出局部突发性、非均匀分布性和跨脉冲关联性，并

随辐射源调度状态的改变而动态演化。这一本质差

异使得现有端到端分离框架难以直接适配脉冲流的

独特结构特性。因此，有必要构建更符合脉冲流结

构特性的端到端建模框架，以实现状态演化约束下

的跨脉冲动态关联建模。

针对上述问题，本文提出一种端到端脉冲流分

选网络FSUNet。不同于依赖PDW参数构建特征空

间的分选方法，FSUNet直接以原始采样脉冲流作

为输入，通过结构化状态建模刻画脉冲流中的状态

演化规律与跨脉冲依赖关系。具体而言，网络首先

采用多尺度自适应偏移机制提取脉冲边界、局部瞬

态及关键形态特征，以增强对复杂观测条件下局部

结构变化的感知能力；随后引入结构化状态空间模

块，通过连续隐状态递推聚合跨脉冲上下文信息，

从而建模长程时序依赖并增强序列一致性；最后结

合跳跃连接与注意力融合机制，自适应整合局部细

节特征与全局状态表征，提升复杂电磁环境下脉冲

分选的稳定性与鲁棒性。本文的主要贡献如下：

(1) 提出一种基于结构化状态建模的端到端雷

达辐射源脉冲流分选网络FSUNet，实现从原始采

样脉冲流到分选结果的直接映射，并在统一框架下

协同建模脉内局部形态、脉间时序依赖与辐射源归

属关系。

(2) 构建面向脉冲流时序组织特性的结构化状

态空间模块，通过连续隐状态递推传递跨脉冲上下

文信息，增强网络对长程依赖关系和序列一致性的

建模能力。

(3) 设计多尺度自适应偏移特征提取策略，通

过动态调整局部采样位置增强对脉冲边界、调制突

变和瞬态结构区域的感知能力，提升复杂观测条件

下的局部形态表征效果。

 2    脉冲流信号建模与状态演化分析

 2.1  脉冲流的观测模型与分选问题表述

在雷达侦察接收过程中，多个辐射源的脉冲信

号常在同一观测窗口内交织到达，形成混合脉冲

流。该观测信号可视为若干单源脉冲序列的叠加，

每一单源序列则是由具有特定波形参数与发射时序

的单脉冲构成。作为上述序列的基本组成单元，单

个雷达脉冲的带通信号通常由幅度包络、载频项和

脉内相位调制共同决定，其复解析形式可写为
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s(t) = a(t) exp(j(2πfct+ ϕ(t))) (1)

a(t) fc ϕ(t)

f0

sb(t)

其中， 表示脉冲幅度包络， 表示载频，

表示脉内瞬时相位。引入参考频率 对式(1)进行

下变频，可得到复基带表示 ：

sb(t) = s(t) exp(−j2πf0t) (2)

f0

sb(t)

g(t; θ) θ

下变频后，载频信息以相对参考频率 的频偏

形式保留，幅度包络、脉宽以及脉内调制等结构信

息仍包含在基带波形 中。为统一描述，记复基

带单脉冲波形为  ，其中 表示脉宽、频偏、

脉内调制及其他波形参数。而在观测窗口内，同一

辐射源通常会按照一定的发射时序连续产生多个

脉冲。

g(t; θ)

Ki

每个脉冲可看作由单脉冲波形 经过时间

平移、幅度缩放和参数配置得到。设第i个辐射源

共产生 个脉冲，则复基带脉冲序列可表示为

S̃i (t) =

Ki∑
k=1

Ai,k g (t− TOAi,k; θi,k) (3)

Ai,k TOAi,k θi,k其中， 为幅度系数， 为到达时刻，

为第k个脉冲的波形参数。对于同一辐射源，相邻

脉冲之间的脉冲重复间隔定义为

PRIi,k = TOAi,k+1 − TOAi,k (4)

上述定义表明，单源脉冲流同时受单脉冲波形

结构与跨脉冲时序关系的约束。进一步地，当多部

辐射源在同一观测窗口内同时工作时，接收端观测

信号可近似表示为多个单源脉冲序列的叠加：

X̃ (t) =

M∑
i=1

S̃i (t) + n (t) (5)

n(t)

X̃(t)

其中，M为辐射源数量， 为加性噪声。因此，

脉冲分选的核心在于从混合观测信号 中区分并

恢复各辐射源对应的脉冲序列。

X̃(t)

Tobs fs

T = Tobsfs

传统分选方法通常先对  进行脉冲检测与

参数测量，然后基于PDW序列完成聚类或关联判

决。该流程具有较强的可解释性，但其性能高度依

赖前端检测和测参精度。在非理想情况下，PDW
估计误差会削弱参数空间中的类间可分性；同时，

有限的PDW参数难以完整表征脉冲边界、脉内细

节以及跨脉冲上下文关系。为减少对显式测参结果

的依赖，本文直接对观测窗口内下变频后的脉冲流

进行建模。设观测窗口长度为 ，采样率为 ，

则离散采样点数为 。对观测信号进行采

样和预处理后，得到网络输入序列：

x = [x[1] x[2] ... x[T ]]T ∈ RT (6)

x[t]其中， 为第t个采样点的观测幅度。相比低维

PDW表示，原始采样序列保留了脉冲边界、局部

瞬态变化和脉内结构信息，也为建模跨脉冲时序依

赖提供了更完整的观测基础。为了更好的建模时序

信息，本文以各辐射源在时间轴上的脉冲分布作为

预测目标。设单个观测窗口内最多包含M个辐射

源，对应的多通道二值掩码定义为

Y = [y1 y2
...yM ]

T ∈ 0, 1M×T (7)

Fθ

Ŷ = Fθ(x) θ Ŷ

其中， 表示待学习的端到端分选模型，满足

； 为模型参数， 为模型预测的多通

道脉冲分布概率。然后再按照最优匹配结果重新排

列标签通道，以消除通道排列对分选结果的影响。

为此，雷达脉冲分选被转化为原始观测波形上的结

构化序列建模与多通道时序预测问题。

 2.2  脉冲流的状态演化特性分析

雷达辐射源的脉冲发射过程受任务阶段、工作

模式和调度策略共同约束，其 PRI, PW, RF 及脉

内调制等参数会随时间协同演化[28]。稳定工作时，

同源脉冲的参数和时序具有较强一致性，而模式切

换则常引发多个参数的协同调整。因此，观测脉冲

流本质上是由潜在辐射源状态驱动的动态序列，而

非孤立脉冲的随机组合，如图1所示。

为刻画这种状态驱动的脉冲生成过程，本文首

先借鉴结构化信号处理思想[29]，并采用有限状态机

(Finite State Machine, FSM)[30]对离散工作状态及

其转移关系进行形式化描述。FSM可定义为

M = (Q,Σ, δ, q0) (8)

Σ q0 ∈ Q

δ : Q×Σ → Q

xt ∈ Σ

其中，Q为状态集合， 为输入集合， 为初

始状态， 为状态转移函数。给定时

刻t的输入  ，状态递推过程可表示为

qt = δ(qt−1, xt) (9)

qt

xt

在雷达脉冲流建模中， 可对应辐射源的工作

模式、调度阶段或波形配置状态，而输入 则表示

当前观测到的脉冲特征或局部观测信息。由此可

见，同源脉冲之间的关联不仅体现在单个脉冲的局

部波形结构中，还体现在跨脉冲的状态连续性与调

度规律中。而从层次化角度看，短时间范围内的脉

冲局部结构主要反映当前状态的外在表现，例如脉

宽、载频、PRI及调制形式等参数组合。可将这类

显式局部模式表示为

O = {o1, o2, ..., oK} (10)

ok其中， 表示第k类典型局部观测模式。进一步地，

较长时间尺度上的脉冲组织还受到任务阶段、波形
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调度和模式切换等宏观因素影响，这类因素难以由

单个脉冲或短窗口局部特征直接确定，可抽象为隐

状态集合：

H = {Mode1,Mode2, ...,ModeNmode} (11)

Modem
m = 1, 2, ..., Nmode

其中， 表示第m类潜在工作模式或调度状

态， 。

显式观测模式描述局部可观测结构，隐状态则

刻画跨脉冲的长程演化关系，二者共同构成由局部

观测到全局状态的分析视角。然而，FSM更适合描

述边界清晰的离散状态切换。在真实接收条件下，

噪声干扰、脉冲重叠、参数抖动以及模式渐变等因

素会使不同状态的观测分布出现连续过渡或局部重

叠[31]，从而削弱固定离散状态划分的适用性。因

此，本文采用连续隐状态来刻画脉冲流的演化过

程[32]。该状态随输入观测自适应更新，在递推中融

合当前局部特征与历史上下文，从而保持跨脉冲时

序依赖。

 2.3  基于连续隐状态的结构化建模框架

基于上述状态演化分析，本文构建“观测表

征--状态递推--归属预测”的建模框架。其核心思

想是：首先利用编码器从原始采样脉冲流中提取局

部观测特征；随后通过状态空间模型递推聚合跨脉

冲上下文，形成连续全局状态表征；最后由解码器

恢复时间分辨率，并输出各辐射源对应的多通道脉

冲响应。整体框架如图2所示。

x ∈ RT x[t]

x

根据式(6)，观测窗口内的实值采样序列记为

，其中，T为采样点数， 为第t个采样时

刻的观测幅度。前端编码器对 进行局部特征提取

和时间维压缩，得到特征序列：

F = Enc(x) = [f1 f2
...fT ′ ] ∈ Rd×T ′

(12)

ft ∈ Rd

T ′
其中， 为压缩后第t个时间位置的局部观测

特征，d为特征维度， 为压缩后的序列长度。该

过程在降低序列冗余的同时，保留了脉冲边界、局

部形态和瞬态变化等判别信息。

ht ∈ Rn

在编码特征基础上，本文引入结构化状态空间

模型(State-Space Model, SSM)作为连续隐状态递

推算子[33]。令 表示第t个时间位置对应的连

续隐状态，则离散时间下的状态更新和输出映射可

写为

ht = Āht−1 + B̄ft (13)

zt = Csht +Dft (14)

zt Ā

B̄ Cs

D

其中， 为状态输出表征， 控制历史状态的传

递， 控制当前观测特征对隐状态的注入， 和

则分别用于将隐状态和局部特征映射到输出表征

空间。将式(13)递推展开，可得

 

脉冲检测 状态建模 模式推断参数提取

目标状态变换情况

任务2任务1隐状态

状态变换

PW RF PRI qt=d(qt-1,xt)

qn-1
q1 q1 qnq2 q2 t

...

...

状态构造 状态转移显状态

监视目标群 T1

T2

 
图 1 雷达脉冲观测与状态变化过程

Fig. 1 Radar pulse observation and state variation process

 

Task2Task1隐状态

...状态
转移

PW RF PRI ...
状态构建 状态转移

显状态 脉冲特征提取

状态特征提取

隐状态

状态建模框架 FSUnet设计框架 分选结果

同源特
征合并qn-1 q1 q1 qnq2 q2 t

qt=d(qt-1,xt)

 
图 2 FSUNet建模框架

Fig. 2 Structured state sodeling framework of FSUNet
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ht = Āth0 +

t∑
τ=1

Āt−τ B̄fτ (15)

ht

ht

由式(15)可知，当前隐状态 不仅包含当前观

测特征，还累积了历史观测在状态空间中的影响。

因此， 可视为对历史脉冲信息及其时序依赖关系

的递归压缩表示，有助于增强跨脉冲上下文建模能

力。整个的状态输出序列为

Z = [z1 z2 ... zT ′ ] (16)

Z解码器再进一步将 映射回原始时间分辨率，

并生成多通道脉冲响应：

Ŷ = σ(Dec(Z)) (17)

σ(·) Ŷ ∈ [0, 1]
M×T其中， 为 Sigmoid 激活函数， 为

预测的多通道脉冲响应概率矩阵，第m个通道表示

对应辐射源在各采样时刻的脉冲存在概率。

因此，该框架将原始观测表征、连续状态递推

与多通道响应预测统一于同一分析流程。其中，连

续隐状态的引入，使局部观测特征能够沿递推过程

与历史上下文深度结合，进而在表征层面同时刻画

脉冲的局部形态与跨脉冲时序依赖。

 3    FSUNet神经网络

在多源交织脉冲流中，脉冲分选既依赖脉冲边

界、瞬态变化和脉内形态等局部结构特征，也受到

PRI调度、参数捷变和体制切换等跨脉冲时序关系

的约束。因此，分选模型需要同时具备局部结构感

知与长程依赖建模能力。基于此，本文构建端到端

脉冲流分选网络FSUNet，其整体结构如图3所示。

网络以原始采样脉冲流为输入，采用编、解码器结

构预测时间轴上的多通道脉冲归属概率。编码器提

取局部波形特征，并通过结构化状态空间模块聚合

跨脉冲上下文；解码器结合跳跃连接与注意力融合

机制整合浅层细节和深层状态表征，逐级恢复时间

分辨率并输出分选结果。

 3.1  局部特征提取模块

雷达脉冲流具有明显的时域非平稳性，脉冲边

界、调制突变和瞬态幅相变化等局部区域包含重要

判别信息，而传统一维卷积采样位置固定，难以适

应边界偏移和局部结构变化，容易导致特征响应错

位和边界定位偏差。针对这一问题，本文设计了一

种多尺度自适应偏移的局部特征提取模块，结构如

图4所示。该模块首先通过多尺度卷积分支提取不

同感受野下的局部模式，再结合池化与降采样构建

偏移量预测分支，为可变形卷积生成上下文感知的

采样偏移，从而使特征采样位置更好地对齐脉冲边

界、调制突变和局部瞬态区域。

X ∈ RC×T设输入的一维特征为 ，其中C为通

道数，T为时间长度。采用S个不同卷积核尺度的

分支并行建模，以捕获多时间尺度局部结构：

Fi = Convki
(X), i = 1, 2, ..., S (18)

ki其中， 表示第i个分支的卷积核大小。通过合理

填充，各分支输出在时间维度上保持一致。随后，

将不同尺度的局部特征在通道维度进行拼接，得到

多尺度融合特征：
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8000×16
4000×32
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500×256

局部特征提取模块 全局状态建模模块

...
特征流 结构构建

...

步骤1 步骤2

脉冲序列 分选结果

注意力融合模块

特征归属

步骤3

卷积1

卷积2

可变卷积
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移
量

输入

输出

t

 
图 3 FSUNet网络结构

Fig. 3 Architecture of FSUNet
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Fmerge = Concat(F1,F2, ...,FS) (19)

Fmerge为提升偏移预测的上下文感知能力，在

上构建多尺度聚合分支。首先通过不同尺度平均池

化提取多范围上下文：

Pj = AvgPoolsj (Fmerge), j = 1, 2, ..., L (20)

sj

rj

其中，L为池化分支数， 表示第j个池化分支的池

化核大小。随后，对各池化分支进行倍率为 的时

域降采样，以进一步扩大偏移预测分支的有效感

受野：

P̄j = DownSamplerj (Pj) (21)

T ′
由于不同分支经池化和降采样后的时间长度可

能不同，采用插值统一到长度 ：

P̃j = Resize(P̄j , T
′) (22)

Pj P̄j P̃j其中， ,   和   分别表示第j个分支在池化、降

采样和长度对齐后的特征表示。进一步地，将各尺

度上下文特征在进行拼接，得到偏移感知特征

Foff = Concat(P̃1, P̃2, ..., P̃L) (23)

1× 1最后，通过 卷积将偏移感知特征映射为

采样偏移量张量：

∆P = Conv1×1(Foff) (24)

∆P ∈ RK×T ′
K = |R|

T ′
其中， ， 表示卷积核采样点

数， 表示偏移量预测分支对齐后的时间长度。

t0

与传统卷积在固定位置进行采样不同，可变形

卷积在每个规则采样点上引入由网络预测得到的偏

移量，使卷积核能够根据输入特征的局部结构动态

调整采样位置。对于输出位置 ，一维可变形卷积

可表示为

y(t0) =
∑
n∈R

w(n)ξ(t0 + n+∆n(t0)) (25)

w(n)

∆n(t0) t0

ξ(·)

其中， 表示第n个采样点对应的卷积权重，

表示在输出位置 处第n个采样点的预测偏

移量， 表示可变形卷积中的局部输入特征。由

于偏移后的采样位置通常为非整数位置，因此采用

线性插值计算对应特征值：

ξ(t) =
∑

q∈N (t)

G(q, t)ξ(q) (26)

N (t)

G(q, t) = max(0,1-|q − t|)
其中， 表示位置t相邻的两个整数采样点集合，

表示一维线性插值权重。

通过该设计，偏移量预测分支可在多尺度上下

文引导下感知局部结构变化，并驱动采样点向边

界、调制突变和瞬态区域偏移。相比固定采样卷

积，该模块有助于缓解采样错位、减少特征扩散，

并提升非平稳局部结构的判别表征能力。

 3.2  全局状态建模模块

局部特征能够描述脉冲边界和瞬态结构，但受

感受范围限制，难以刻画跨脉冲同源关联。在非理

想的条件下，仅依赖局部响应容易导致片段断裂和

归属混淆。为增强分选结果的时序连续性和全局一

致性，本文在编码器深层引入结构化状态空间模

块，通过连续隐状态递推聚合跨脉冲上下文信息，

形成面向长序列脉冲流的全局状态表征，其结构如

图5所示。

{xt}T
′

t=1 xt ∈ Rd

dstate ht ∈ Rdstate

h0 = 0

设输入特征序列为 ，其中 。模

块通过隐状态递推建模跨时间步依赖。记隐状态维

度为  ，第t步隐状态为 ，初始状态为

。

首先，对每个时间步的输入进行线性投影，并

划分为门控、状态转移和时间尺度3个分支：

(gt,ut,dt) = Wprojxt + bproj (27)

gt ut

dt

其中， 为门控分支，用于调制输出； 为状态转

移分支，用于生成输入驱动、状态更新和状态读出

项； 为时间尺度分支，用于生成离散步长。

u1:T ′

SiLU

在此基础上，对状态转移分支 在序列维

上施加一维卷积，并引入 非线性激活，以增强

相邻时间步之间的信息交互和局部时序混合能力：

ũt = SiLU(ConvOneD(u1:T ′)t),

ũt ∈ R3dstate (28)

ũt然后将卷积混合后的   再划分为3个等维分

量，分别用于输入写入、状态更新调制和状态读出

调制：

(x′
t,Bt,Ct) = Split(ũt; [dstate dstate dstate]) (29)

x′
t,Bt,Ct ∈ Rdstate x′

t

Bt

Ct

其中， 。  表示当前时刻写入状

态空间的输入驱动项， 用于调制当前输入对隐

状态的写入强度， 用于调制隐状态到输出表征

的读出过程。
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图 4 局部特征提取模块

Fig. 4 Local feature extraction module
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dt Softplus同时，也对时间尺度分支 施加 激活，

以获得正值离散步长：

∆t = Softplus(dt + b∆),∆t ∈ Rdstate (30)

为保证递推稳定性，采用负指数形式参数化

连续系统衰减率，并结合离散步长得到状态转移

因子：

A = − exp(Alog), Āt = exp(∆t ⊙A) (31)

Alog ∈ Rdstate ⊙
A Āt

其中， 为可学习参数， 表示逐元素乘

法。由于 被约束为负值， 表现为稳定的衰减

因子，用于控制历史隐状态在当前时间步的保留

程度。

基于上述状态转移因子、输入驱动项及写入调

制项，隐状态递推过程可表示为

ht = Āt ⊙ ht−1 +∆t ⊙ (Bt ⊙ x′
t) (32)

Bt

其中，第1项表示历史状态的保留与衰减，第2项表

示当前输入在 调制下写入隐状态。该递推过程

使模型能够传递并更新状态信息，刻画长程依赖和

状态演化。

ht在获得当前隐状态 后，模块进一步通过状态

读出项和输入直连项共同生成读出表征：

rt = Ct ⊙ ht +D ⊙ x′
t (33)

D ∈ Rdstate其中， 为可学习参数。第1项表示从隐状

态中读出的全局上下文信息，第2项表示输入驱动

项的直连补偿，用于保留当前时间步的局部观测

特征。

gt状态更新与读出完成后，门控分支 进一步作

用于读出表征，对状态空间模块生成的全局状态信

息进行选择性调制：

r′t = RMSNorm(rt ⊙ SiLU(gt)),yt = Woutr
′
t, (34)

Wout yt其中， 为输出线性映射矩阵， 为全局状态建

模模块在第t个时间步的输出特征。

经上述处理，隐状态作为跨时间步信息载体，

持续融合历史上下文与当前观测，从而强化脉冲间

同源关联及长程时序依赖的建模，为后续解码与归

属判决提供更为稳定的全局特征支撑。

 3.3  注意力融合模块

在局部特征提取和全局状态建模后，不同层级

特征在语义抽象程度和时间分辨率上仍存在差异。

浅层特征偏向边界与细节，深层特征偏向上下文与

全局一致性。若直接拼接，冗余通道和背景响应会

影响解码效果。因此，本文引入通道与时序联合注

意力，对融合特征进行重标定，突出判别相关的响

应并抑制干扰。

F d
l ∈ RCd×Tl

F e
l ∈ RCe×Tl Cd

Ce Tl

设第l个解码阶段的特征为 ，对应

编码器的跳跃连接特征为 ，其中 和

分别表示两类特征的通道数， 表示该尺度下的

时间长度。首先，在通道维度上对二者进行拼接，

并采用核长为1的一维卷积完成跨层信息融合与通

道压缩。设融合后的输出通道数为C，则有

Fl = Conv1(Concat(F d
l ,F

e
l ) (35)

Fl ∈ RC×Tl其中， 为融合特征，然后再通过通道注

意力建模不同语义通道的重要性。沿时间维执行全

局平均池化(Global Average Pooling, GAP)和全局

最大池化(Global Max Pooling, GMP)，得到互补

的通道统计：

uavg = GAPt(Fl),umax = GMPt(Fl) (36)

uavg,umax ∈ RC其中， 。平均池化能够反映通道响

 

输
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图 5 全局状态建模模块

Fig. 5 Global state modeling module
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应的整体分布特征，最大池化则有助于保留显著响应

信息。随后，再将两类通道描述子分别输入共享参数

的两层多层感知机(Multi-Layer Perceptron, MLP)，
并对输出结果进行融合，生成通道注意力权重：

mc = Sigmoid(MLP(uavg) +MLP(umax)) (37)

mc ∈ RC其中， 表示通道权重。通过按维度广播的

逐元素乘法对融合特征进行通道重标定，可得到

F c
l = mc ⊙ Fl,F

c
l ∈ RC×Tl (38)

⊙其中， 表示逐元素乘法。通道注意力能够增强与

脉冲归属判别相关的语义响应，并抑制冗余或噪声

通道对后续解码过程的干扰。

F c
l

在通道重标定后，引入时序注意力刻画不同时

间位置的重要性。沿通道维对 分别进行平均汇

聚和最大汇聚，得到

vavg = Meanc(F c
l ),vmax = Maxc(F c

l ) (39)

vavg,vmax ∈ RTl其中， 。平均汇聚用于描述各时间

位置的整体响应水平，最大汇聚则用于捕获局部显

著时间响应。随后，将二者沿通道维进行拼接，并

通过核长为k的一维卷积生成时序注意力权重：

mt = Sigmoid(Convk(Concat(vavg,vmax))) (40)

mt ∈ RTl Convk(·)
Tl

其中， ， 表示核长为k的一维卷

积，并通过适当填充保持输出时间长度为 。最

终，将时序注意力权重作用于通道重标定后的特

征，得到模块输出：

F out
l = mt ⊙ F c

l ,F
out
l ∈ RC×Tl (41)

通过联合通道与时序注意力，网络可对跨层特

征实施自适应重标定，突出归属相关通道与关键时

间区域。该机制使网络在解码阶段有效融合浅层细

节与深层全局状态，从而提升特征重构质量及归属

判决的稳定性。

 4    实验结果与分析

 4.1  实验设置

 4.1.1  实验参数与场景设置

Tobs

为评估FSUNet在不同电磁环境下的脉冲分选

性能，本文参考典型雷达体制参数与 PRI 调度规

律[13,34]，构建多源交织脉冲流仿真数据集。每个观

测窗口长度为 ，窗口内随机生成M个辐射源，

并分别配置不同的信噪比、脉宽、幅度、PRI调度

方式以及脉内调制等参数，具体设置见表1。训练

所需的监督标签由真实脉冲的起止位置和辐射源编

号生成，并与输入采样时间轴严格对齐，从而支持

模型联合学习脉冲定位与辐射源归属判定。

为全面评估模型在不同条件下的分选性能，本

文构建5类典型实验场景，覆盖基础交织、脉宽变

化、脉内调制变化、相位编码变化与PRI调度变化。

其中，基础多源交织场景使用带有随机抖动PRI的
LFM脉冲，用于模拟常规交织条件；脉宽变化场

景通过引入PW捷变，检验模型对脉冲宽度和边界

差异的适应能力；脉内调制变化场景将波形扩展为

LFM, CW和NLFM，分析不同脉内结构带来的影

响；相位编码变化场景引入Barker, Frank和P4等
编码形式，考察相位结构变化时的判别能力；PRI
调度变化场景则在LFM波形基础上加入固定、随

机抖动、参差、滑变及正弦调制等多种PRI模式，

用以验证模型对复杂脉间时序依赖的建模能力。上

述设置从脉冲边界、脉内结构与脉间时序3个层面

互补展开，为FSUNet分选性能评估提供了支撑。

 4.1.2  数据预处理与损失函数

Am在数据生成过程中，本文引入幅度缩放系数

 

表 1  仿真数据集参数设置

Tab. 1  Parameter settings for simulated dataset generation

场景设置 参数名称 参数设置

全场景

基础参数

带宽B 3 MHz

Tobs观测窗口   3 ms

SNR信噪比   U(0,10) dB   

Tp脉冲宽度    U(60,150) µs   

fs采样率   6 MHz

辐射源数目M [2,5]   

Am幅度缩放   U(0.2,1.0)   

PRIT0基准   U(400,1000) µs   

PW  捷变区间1 U(60,100) µs   

PW  捷变区间2 U(100,150) µs   

PRI调度

类型

PRI固定   TPRI,n = T0   

PRI随机抖动   TPRI,n = T0(1 + ϵn)   

PRI滑变   TPRI,n = T0 + (nmodLc)∆T   

PRI参差   TPRI,n = T0(1 + αnmodLs )   

PRI正弦调制   TPRI,n = T0[1 + β sin(2πn/Lm)]   

PRI调制

参数

ϵn随机抖动   ϵn ∼ U(−ρ, ρ)   

ρ抖动幅度   U(0.05,0.25)   

Lc滑变周期   {5, ..., 15}   

∆T/T0滑变步进   U(0.02,0.08)   

Ls参差周期   {2,3, 4}   

α参差偏移系数   U(0.10,0.40)   

Lm正弦调制周期   U(5,25)   

β正弦调制幅度   U(0.10,0.40)   

脉内调制
脉内调制 LFM、CW、NLFM   

相位编码 Barker、Frank、P4   
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以模拟不同辐射源的接收功率差异。为抑制该操作

及多源叠加引起的样本间尺度波动，同时保留窗口

内相对幅度关系，对每个输入样本执行全局最大幅

度归一化：

x̃ =
x

max(|x|) + ϵ
(42)

x max (|x|)
ϵ

其中， 表示原始输入序列， 表示该序列

的全局最大幅度， 为防止分母为零而引入的极小

正数。该归一化操作能够在保留脉冲相对幅度关系

和局部形态特征的同时，降低不同样本之间幅值尺

度差异对网络优化过程的影响。

Ŷ

Y

训练过程中，本文对多通道预测响应与真实分

选标签进行监督约束。为同时刻画逐点预测精度和

整体形态一致性，损失函数由均方误差项和余弦相

似度项共同构成。设模型输出为 ，真实标签为

，则均方误差定义为

Lmse =
1

N
∥Ŷ − Y ∥2F, (43)

N = M×T其中， 表示单个样本中参与损失计算的

标签元素总数。为进一步约束预测结果与真实标签

在整体形态上的一致性，引入余弦相似度损失：

Lcos = 1−
vec

(
Ŷ
)T

vec (Y )

∥vec
(
Ŷ
)
∥2∥vec (Y ) ∥2 + ϵs

(44)

vec(·) ϵs其中， 表示向量化操作， 为防止分母为零

的极小常数。最终训练损失定义为

L = αLmse + (1− α)Lcos, (45)

α ∈ (0, 1)

α = 0.5

其中， 为平衡幅值误差约束和形态一致性

约束的权重参数。训练初始阶段设置 ，使

两项损失具有相同权重；随后将其对应的未约束参

数经 Sigmoid函数映射至0至1区间，并与网络参数

共同优化，自适应调整两类约束在训练过程中的相

对贡献。

 4.1.3  训练配置

1× 10−3

1× 10−4

为避免数据泄漏，训练集、验证集和测试集独

立生成，三者之间不共享原始样本或切片。训练

集、验证集和测试集均遵循相同的参数分布，样本

规模分别为4000, 1000和1000组。整个实验基于

PyTorch 2.7.0实现，运行环境为Windows 11。硬

件平台包括NVIDIA L40 GPU, Intel Core i9-10900K
CPU和96 GB内存。训练阶段采用AdamW优化

器，初始学习率设置为 ，权重衰减为

，批大小为32，最大训练轮数为100。训

练过程中根据验证集保存最优模型，并在测试集上

报告最终结果。

 4.2  评判准则

为全面评估模型在雷达脉冲分选任务中的性

能，本文从检测正确性和时域匹配精度两个方面构

建评价指标体系。其中，检测正确性用于衡量模型

是否能够准确识别脉冲并判定其辐射源归属，时域

匹配精度则用于评估预测结果与真实脉冲在时间轴

上的重合程度和形态一致性。

在检测性能方面，本文采用精确率(Precision,
Pre)、召回率(Recall, Rec)和 F1 分数(F1-score)进
行评价。Pre表示预测为脉冲的样本中与真实目标

正确匹配的比例，主要反映模型的误检情况；

Rec表示真实脉冲中被模型正确检出并完成归属判

定的比例，主要反映模型的漏检情况；F1-score为
Pre和Rec的调和平均值，用于综合衡量误检与漏检

共同作用下的整体检测性能。

在时域匹配性能方面，本文采用交并比(Inter-
section over Union, IoU)和相似度(Similarity,
Sim)进行评价。IoU用于度量预测脉冲与真实脉冲

在时间轴上的重叠程度，能够反映模型对脉冲边界

位置和持续时间的估计精度；Sim则在预测掩码阈

值二值化后，通过余弦相似度衡量预测掩码与真实

掩码之间的一致性，用于表征模型对脉冲时域占用

形态的匹配能力。

 4.3  分选结果

 4.3.1  不同场景下的分选结果分析

M = 5 SNR = 0dB表2给出了 、 条件下FSUNet
在不同场景中的性能表现。除基础分选任务外，本

文还额外设置了脉冲堆叠区域检测和脉冲边缘检测

两类辅助任务，以评估模型对重叠片段和边界结构

的表征能力。结果表明，FSUNet 在各场景下均保

持了较稳定的性能，验证了其在低信噪比和高密度

交织条件下有效提取脉冲局部结构特征、并结合跨

脉冲上下文信息实现可靠归属判决的能力。

由图6可见，在脉冲间隔较大、结构相对稀疏

的非重叠区域，模型输出的掩码边界清晰，预测的

脉冲起止位置与真实标注基本一致，表明FSUN-
et能够准确刻画脉冲的局部时域结构，并有效抑制

噪声扰动。在多脉冲密集交织的重叠区域，局部遮

蔽和特征混叠会削弱部分时间位置的响应强度，导

致低置信度区域在阈值化过程中被抑制，从而产生

轻微断裂或局部不连续现象。尽管如此，模型整体

仍能保持合理的分离趋势和稳定的同源归属结果，

验证了其在高耦合观测条件下良好的分离判别能
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力。堆叠检测与脉冲边缘检测结果表明，FSUNet
在整体归属判决之外，还可对重叠区域和关键边界位

置形成较可靠响应。这说明模型具备多源脉冲堆叠

区域的感知能力，以及对脉冲边界结构的刻画能力。

在脉内结构变化场景中，脉宽变化改变脉冲持

续范围，混合调制与混合相位编码则引入更多样的

局部波形与相位结构，削弱了局部形态特征的一致

性，对模型细粒度表征与泛化提出更高要求。实验

表明，FSUNet在该类场景下仍保持较好分选性

能，能够从脉冲边界、局部结构及跨脉冲上下文中

提取稳健判别信息。在脉间时序变化场景中，PRI
由随机抖动扩展为固定、参差、滑变或正弦调制等

形式后，同源脉冲到达间隔呈现离散切换、连续漂

移或周期性变化等非平稳特征，加大了同源关联建

模难度。实验表明，PRI变化虽使性能有所下降，

但FSUNet仍可借助序列级上下文实现可靠归属判

定，维持较稳定整体结果。

综合来看，局部结构、脉内形态及跨脉冲时序

关系的变化对分选任务提出了多层次挑战，而

FSUNet在各类场景下仍保持较优且稳定的分选性

能，说明其局部结构表征与全局时序建模具有有效

互补性，增强了复杂电磁环境下的分选鲁棒性。

 4.3.2  不同信噪比下的结果分析

为评估模型在不同噪声强度下的分选稳定性，

M = 5

SNR

SNR

本文在无噪声多源混合脉冲流的基础上叠加加性高

斯白噪声，并通过调节噪声功率控制观测信噪比。

在固定辐射源数量为 的条件下，进一步考察

模型在 由10 dB降低至0 dB时的性能变化，结

果如表3所示随着 从10 dB降低至0 dB，各项

指标虽整体呈下降趋势，但变化幅度相对有限。即

使在0 dB强噪声条件下，模型仍取得了较好的性能

表现，表明FSUNet具有较好的抗噪声干扰能力。

可以看出，模型在复杂交织、脉冲重叠以及低信噪

比条件下均能保持较稳定的分选性能。

上述结果说明，FSUNet 对脉冲局部形态特征

与跨脉冲时序依赖的联合建模，能够在观测质量下

降时为局部判别提供上下文约束，从而减弱噪声扰

动对脉冲边界定位和辐射源归属判定的影响。

表 2  不同任务场景下的模型性能

Tab. 2  Model performance under different task scenarios

任务场景 实验设置 IoU Sim Pre Rec F1

脉冲分选

脉冲分选 0.845 0.920 0.902 0.931 0.916

堆叠检测 0.949 0.974 0.974 0.967 0.971

边缘检测 0.827 0.904 0.912 0.905 0.908

脉内结构变化

脉宽变化 0.861 0.926 0.916 0.933 0.925

混合调制 0.803 0.893 0.896 0.886 0.891

混合相位 0.831 0.910 0.898 0.918 0.908

脉间时序变化 PRI 变化 0.800 0.892 0.906 0.873 0.889

 

分选结果

错误区域

区域1 区域2 区域3

1 2 3

真实结果

 
图 6 脉冲分选结果

Fig. 6 Radar pulse sorting result

 

表 3  不同SNR下的模型性能指标

Tab. 3  Performance metrics under different SNR levels

SNR (dB) IoU SIM Pre Rec F1

10 0.893 0.946 0.931 0.956 0.943

8 0.887 0.942 0.923 0.958 0.940

6 0.883 0.940 0.926 0.950 0.938

4 0.888 0.943 0.928 0.954 0.941

2 0.854 0.922 0.912 0.931 0.921

0 0.845 0.920 0.902 0.931 0.916
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 4.4  对比实验

为验证 FSUNet 的有效性，本文选取涵盖卷

积、循环和注意力机制的代表性深度学习模型作为

基线，包括循环神经网络Dual-Path RNN[24] ,时频

处理网X-TF-GridNet [25 ],注意力建模网络CAU-
Net[26] 和SepReformer[27],以及卷积及其变体网络U-
Net[35],U2-Net[36],DCN[37]和VoxResNet[38]。为保证对

比的公平性，所有基线模型均在仿真数据集上重新

训练与测试，并在输入形式、训练策略和主要超参

数设置上尽可能保持一致。本文从模型规模、计算

复杂度和分选性能3个方面进行综合比较，分别报

告参数量、计算量(GFLOPs)以及 IoU, Sim, Pre,
Rec 等评价指标，以分析不同模型在分选精度与计

算开销之间的权衡关系。

表4给出了0 dB条件下的对比结果。可以看出，

FSUNet在分选精度和计算效率之间取得了较好的

平衡。与U-Net, U2-Net, VoxResNet等纯卷积模型

相比，FSUNet不仅能够提取局部波形结构，还通

过状态空间递推机制显式建模跨脉冲上下文关系，

因此在同源脉冲连续性保持和复杂交织场景下的归

属判定方面表现更稳定。与SepReformer等基于注

意力的全局建模方法相比，FSUNet 在保持较高分

选性能的同时具有更低的参数量和计算复杂度，说

明结构化状态建模能够在长程依赖表达和计算效率

之间取得更优折中。

同时，本文引入基于PDW参数的传统聚类方

法作为对照。鉴于聚类输出为无语义簇编号，与

监督模型的类别评价口径不同，采用聚类任务常

用的 purity指标进行评估。具体而言，选取PW,
TOA, PRI和RF构成特征向量，经标准化后分别采

用 K-means[4], DBSCAN[5]和FCM[6]进行聚类，pur-
ity分别为0.856, 0.863和0.854。可见，在测参稳

定、特征空间可分性较好时，传统聚类仍具一定分

选能力；但其性能高度依赖PDW估计精度，在测

参误差增大、参数漂移或类间分布接近时，结果易

波动。FSUNet则直接从原始采样波形学习判别表

征，并结合跨脉冲时序建模强化同源一致性约束，

更有利于在动态调度及非理想观测条件下保持稳定

分选性能。

为进一步评估实际运行代价，本文在NVIDIA
L40 44GB GPU上采用半精度浮点进行推理测试。

当Batch Size为1时，FSUNet的平均推理时延为

16.81 ms；当Batch Size为8时，总推理耗时为

17.09 ms，吞吐率达到468.0 样本/秒。该结果表

明，FSUNet具有较好的批量并行处理能力，能够

满足一定规模的离线或准实时处理需求。不过，面

向单窗口低时延部署时，模型仍需在轻量化结构设

计和推理加速方面进一步优化。

综上，FSUNet通过局部波形表征、跨脉冲状

态建模和多层级特征融合的协同设计，在复杂交织

和非理想观测条件下表现出较高的分选精度与鲁棒

性。深度学习基线和传统聚类方法的对比结果进一

步说明，FSUNet在端到端分选性能以及精度开销

综合权衡方面具有较明显优势。

 4.5  消融实验

为验证 FSUNet各组成模块的有效性，本文按

表5开展消融实验。结果表明，各模块在脉冲分选

与边缘检测任务中作用各异且相互补充，完整模型

在各项指标上均表现最优，说明性能提升源于局部

特征提取、跨脉冲时序建模与多层级特征融合的协

同，而非单一结构贡献。

具体而言，全局状态建模模块对维持跨脉冲时

序一致性具有关键作用。删除该模块后，模型在脉

冲归属判定上的性能明显下降，表明稳定分选需要

依赖长序列范围内的上下文约束。采用Transformer
替代状态空间模块后，虽然模型仍能捕获部分脉冲

表 4  不同模型性能对比

Tab. 4  Performance comparison of different models

模型 参数量 GFLOPs IoU Sim Pre Rec F1

FSUNet 1,535,433 1.14 0.845 0.920 0.902 0.931 0.916

Dual-Path RNN[24] 1,379,526 3.48 0.733 0.850 0.831 0.861 0.846

X-TF-GridNet[25] 3,335,562 1.60 0.707 0.831 0.799 0.859 0.828

CAUnet[26] 2,755,883 2.76 0.650 0.792 0.774 0.804 0.788

SepReformer[27] 4,556,118 16.14 0.840 0.918 0.894 0.925 0.909

U-Net[35] 271,216 2.76 0.477 0.642 0.647 0.633 0.640

U2-Net[36] 14,716,985 9.22 0.601 0.759 0.735 0.778 0.756

DCN[37] 707,236 4.86 0.512 0.687 0.676 0.689 0.683

VoxResNet[38] 221,765 0.58 0.637 0.784 0.753 0.805 0.778

12 雷达学报(中英文) 第 1 5卷



间关系，但整体分选效果和计算效率均不及原方

案，说明结构化状态建模在长程依赖表达和复杂度

控制之间具有更好的综合权衡。而局部结构建模的

增益则主要来自可变形卷积和多尺度偏移预测。删

除相关组件后，模型在脉冲边界定位和细节刻画方

面均出现退化，说明自适应采样和特征对齐有助于

聚焦边界、突变和局部瞬态区域。该现象在边缘检

测任务中更加明显，表明关键边界的精确刻画高度

依赖局部几何自适应能力。

 4.6  实验总结

综合上述实验结果可以看出，FSUNet在基础

分选、堆叠检测、边缘定位、脉内结构变化以及非

平稳PRI调度等场景下均表现出较好的稳定性。模

型能够在脉冲重叠、局部波形变化和脉间时序规律

变化等复杂条件下，有效完成脉冲边界定位与辐射

源归属判定。消融实验进一步表明，FSUNet的性

能提升并非依赖单一模块，而是来源于多尺度局部

结构解析、跨脉冲状态建模和多层级特征融合之间

的协同作用。从工程实现角度来看，FSUNet在保

持较高分选精度的同时，其参数量、计算量和推理

时延均处于可接受范围，具备一定的批量处理能力

和实际部署潜力。然而，对于单窗口低时延或资源

受限平台下的实时应用，模型仍需在轻量化结构设

计、推理加速和在线自适应等方面进一步优化。

 5    结语

针对复杂电磁环境下多源交织雷达脉冲分选问

题，本文提出了一种基于结构化状态建模的端到端

分选网络FSUNet。该网络直接以原始采样脉冲流

为输入，通过多尺度自适应局部特征提取增强对脉

冲边界、瞬态结构和局部形态变化的感知能力，并

利用状态空间递推机制建模跨脉冲上下文关系，以

刻画同源脉冲的时序连续性和状态演化规律。并在

此基础上，FSUNet结合跳跃连接与注意力融合机

制，自适应整合局部细节特征和全局状态表征，从

而提升复杂交织条件下的脉冲定位与辐射源归属判

定能力。实验结果表明，FSUNet在多种复杂场景

下具有较好的分选精度和鲁棒性，并在计算效率可

控的前提下优于对比方法。消融实验验证了局部特

征提取、全局状态建模和注意力融合等核心模块的

有效性。后续工作将围绕时频联合表征、多模态协

同建模和小样本自适应学习展开，以进一步提升模

型在未知辐射源和复杂干扰条件下的泛化能力。
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